
第 42卷第 12期
2025年 12月

控 制 理 论 与 应 用
Control Theory & Applications

Vol. 42 No. 12
Dec. 2025

一一一类类类三三三维维维装装装箱箱箱问问问题题题的的的多多多智智智能能能体体体分分分层层层强强强化化化学学学习习习求求求解解解算算算法法法研研研究究究

初 阳1,2, 燕雪峰1,3, 张玄烨4, 徐云雯4, 李德伟4†

(1. 南京航空航天大学计算机科学与技术学院,江苏南京 211106; 2. 江苏自动化研究所,江苏连云港 222061;

3. 中国南京软件新技术与产业化协同创新中心,江苏南京 210023; 4. 上海交通大学自动化系,上海 200240 )

摘要:针对半在线场景下的多箱体三维装箱问题(3D-BPP),为了提高装箱决策效率和装箱空间利用率,本文提出
一种多智能体分层强化学习算法. 该算法采用多智能体马尔可夫决策过程(MAMDP)对问题进行建模,通过3个完全
合作的智能体分别负责货物选择、箱子选择和摆放位置规划,并引入值分布学习方法以增强算法的稳定性和收敛
性. 实验结果表明,该算法在不同环境配置下均表现出良好的性能,空间利用率和装入货物数量显著提升,且在多
箱体和多货物选择场景下展现出较强的泛化能力. 与传统的启发式算法相比,该算法在动态决策和适应性方面具
有明显优势,尤其在处理未知分布的货物尺寸时表现出较强的鲁棒性. 该算法首次将多智能体分层强化学习框架
应用于3D-BPP,实现装箱决策的端到端优化,为复杂装箱场景提供了一种新颖的解决方案.
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Abstract: With consideration of the complexity of the three-dimensional bin packing problem (3D-BPP) in the multi-
bin semi-online scenarios, a multi-agent hierarchical reinforcement learning algorithm is proposed to improve packing
efficiency and space utilization. The proposed algorithm models the problem by using a multi-agent Markov decision
process (MAMDP), including three fully cooperative agents responsible for item selection, bin selection, and placement
planning, respectively. A distributional learning method is introduced to enhance the stability and convergence of the
algorithm. Experimental results demonstrate that the algorithm exhibits superior packing performance across various envi-
ronmental configurations, significantly improving space utilization and the number of packed items. It also shows strong
generalization capabilities in multi-bin and multi-item selection scenarios. Compared to traditional heuristic algorithms, the
proposed method has clear advantages in dynamic decision-making and adaptive optimization, particularly demonstrating
robustness when handling items with unknown size distributions. The innovation lies in the first application of a multi-agent
hierarchical reinforcement learning framework to the 3D-BPP, achieving end-to-end optimization of packing decisions and
providing a novel solution for complex packing scenarios.
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1 引引引言言言

随着电商与制造业的快速发展,如何高效地利用
有限的资源成为了现代化工业和商业领域中的关键

问题.三维装箱问题(3D bin packing problem, 3D-BP-
P)作为一种典型的组合优化问题,其研究成果直接影
响到自动化仓储系统,智能物流配送和运输优化等核
心技术环节. 在一般化的装箱场景下,货物按照某个
预设顺序依次到达,装箱系统可以预览序列中接下来
的若干货物,从中选择货物并与多个箱子进行匹配,
执行器(通常是机械臂或吊具等)将选中货物放入箱子
中的合适位置.这种场景也被称为多箱体的半在线装
箱问题,其中涉及货物装载顺序规划、箱子选择、位置
规划多个决策环节. 装箱任务的目标是在最大化空间
利用率的同时,尽量减少所需箱子的数. 由于3D-BPP
属于NP难问题,寻找全局最优解通常需要付出极高的
计算代价,因此如何高效解决3D-BPP是一个既具有
理论价值又具有实践意义的问题.

对于三维装箱问题中的不同决策环节,传统的解
决方案是启发式算法,研究者们主要关注的是位置规
划阶段. 针对这一问题, Tresca等人[1]用物体依次形成

平面或块来模仿人工装箱, Liu等人[2]和Tseremogl-
ou等人[3]分别使用了角点与极点的候选摆放位置,结
合剪枝搜索策略降低解空间的复杂度.文献[4]采用根
据实际业务场景设计的多指标加权和作为指标,针对
货物装载顺序规划需要在装箱前或装箱时对货物进

行排序解决装载顺序的问题.此外,研究者也设计了
基于适应值的箱子选择方法,根据各箱子当前空间占
有情况以及物体体积计算出物体相对于箱子的适应

值从而排序选取[5]. 对于与业务相关的相关约束,沈
倪等人[6]针对考虑温层和冷媒装载约束的冷链商品多

箱型装箱问题提出了一种融合启发式算法,李潇[7]在

其提出的3D-BPP算法中重点关注了与机器人实现相
关的装箱约束. 而在包含人类参与的装箱任务中,徐
翔斌等人[8]将最大空间法与有偏随机密钥遗传算法结

合,在不增加装箱成本的前提下提高了装卸工的作业
姿势舒适度.启发式算法的实现难度不高,在预设规
则引导下的装箱决策行为也具有一定的可解释性,但
随着问题规模的扩大,在给定求解时间的限制下算法
性能退化严重. 同时,启发式算法的设计也高度依赖
人类专家的领域知识,因此,针对特定场景设计新的
启发式装箱求解算法是一项困难的任务.

随着深度学习技术的快速发展,研究者们将装箱
问题的求解建模为一个马尔可夫决策过程,利用深度
强化学习解决了单箱子的在线装箱中的位置规划问

题.例如,采用鸟瞰图的方式表示箱子内部的状态,利
用卷积神经网络提取特征[9];赵航等人[10]提出一种树

状结构的状态表示方法,利用强化学习引导启发式算

法的搜索过程,极大缩小了决策空间,并取得了较好
的性能.利用深度强化学习求解装箱问题时,研究者
们重点关注如何学习到更好的物品摆放策略,然而在
多箱体选择和预览货物选择等决策环节仍以预设规

则为主,这导致了算法对专家经验仍有一定程度的依
赖,且算法性能指标仍具有提升空间. 因此,针对三维
装箱问题中的箱体选择和预览货物选择等其他决策

环节,设计统一的数据驱动学习算法具有重要的理论
与实践意义.

针对一种多箱体的半在线装箱问题,为了摆脱其
问题求解对人类经验的依赖,提高装箱算法的性能,
本文提出一种多智能体分层决策的深度强化学习算

法. 该方法利用问题的多阶段特点,将原问题建模成
一个多智能体马尔可夫决策过程,进而利用多个完全
合作的智能体以分层决策方式完成一次装箱操作中

的箱子选择、货物选择及摆放位置规划等任务.在多
智能体的训练阶段引入了值分布的学习方法,增强了
深度强化学习算法的稳定性和收敛性能.论文在多种
环境配置下进行实验验证,同多种启发式算法相比,
论文所提出算法都取得了更优秀的装箱性能指标,并
且学习到的分层决策装箱策略也具备一定的泛化能

力.

2 多多多箱箱箱体体体半半半在在在线线线装装装箱箱箱问问问题题题

在多箱体的半在线装箱场景中,待装箱的货物依
次到达装箱操作位置;装箱执行器在装箱操作位置的
范围内,通过相机等感知设备感知货物的尺寸,并从
待装箱的多个货物中选择一个进行抓取;装箱执行器
在多个装货用箱子中选择一个目标箱子,将抓取的货
物放在箱子的合适位置.图1展示了这一流程,在这一
场景中,通常假设待装货物为长方体,感知设备可以
感知待装货物的尺寸以及各个箱子的目前状态(剩余
空间大小). 装箱算法的目标是最大化所有箱子的空间
利用率,即在单位空间内容纳更多的货物,从而提升
整体装箱效率和资源利用率.

图 1 多箱体Semi-online 3D BPP场景示意图

Fig. 1 Multi-bin semi-online packing scenario

为了对上述多箱体半在线装箱问题进行数学描述,
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将箱子的集合记作B = {B1, B2, · · · }, |B|=b为可供
选择的箱子个数. 对于j=1, 2, · · · , b,箱子Bj的尺寸

记作三元组(Sjx, Sjy, Sjz),其中x, y, z分别为三维空
间中的坐标轴. 对于到达装箱位置的货物, p为装箱算
法能观测并选择的货物的数量, J表示到达的货物序
列集. 对于每一个货物i ∈ J ,其沿坐标轴方向的尺寸
可表示为三元组(six, siy, siz),分别为其沿x, y, z方向
的长度.货物i在箱子中的位置表示为三元组(pix, piy,

piz),即其前左下 (front-left-bottom, FLB)角点坐标,
坐标系原点为箱子的FLB角点. 假设JBj

⊂ J表示箱
子Bj中已装入货物的集合, J ′ =

b
∪
j=1

JBj
为所有已装

箱货物的集合, ti表示货物i被放入箱子的时间步,
indexi表示货物i在J中的位置索引(从0开始), 0–1
变量Mij用于指示货物i是否被放入了箱子Bj . Ci是

货物i与其支撑物体的接触边界形成的凸多边形在

xoy平面内的2D投影.根据上述定义,多箱体半在线
装箱问题可以表述为如下的组合优化问题:

Maximize :
1

b

b∑
j=1

∑
i∈JBj

sixsiysiz

SjxSjySjz

, (1)

s.t. pid + sid 6 pi′d, ∀i, i′ ∈ JBj
,

i ̸= i′, d ∈ {x, y, z}, (2)

0 6Mij · pid 6 Sjd − sid,

∀i ∈ J ′, j = 1, 2, · · · , b, (3)

indexi −ti < p, ∀i ∈ J ′, (4)
b∑

j=1

Mij = 1, ∀i ∈ J ′, (5)

(pix +
1

2
six, piy +

1

2
siy) ∈ Ci, ∀i ∈ J ′, (6)

在优化问题(1)–(6)中,目标函数式(1)定义了所有箱子
的平均空间利用率,即装箱算法的优化目标为最大化
所有箱子的平均空间利用率;式(2)保证了同一箱子内
的货物不得存在空间重叠;式(3)则限制货物的摆放不
得超出箱子的边界范围;式(4)描述了装箱算法在决策
时仅能预览接下来k个货物并从中选择;式(5)是0–1
变量的约束条件,确保每个货物只能被放置到一个箱
子中;式(6)为装箱稳定性约束. 上述优化问题的目标
函数也可以通过调整不同箱子空间利用率的权值,来
适应对于箱子的不同要求.

3 装装装箱箱箱问问问题题题的的的深深深度度度强强强化化化学学学习习习建建建模模模

强化学习中采用马尔可夫决策过程 (Markov deci-
sion process, MDP)建模具有决策行为的动态系统,定
义了智能体(agent)与环境之间的交互过程,智能体能
够根据观测到的环境状态信息并采取对应动作,并在
与环境进行交互后获得来自环境的反馈信号,并从反
馈信号中进行学习.一个MDP可以表示为一个五元

组(S,A, P, r, γ),其中: 状态空间S表示系统或环境
可能的所有状态集合,动作空间A表示智能体可执行
的所有动作集合, P (s′|s, a)表示智能体在状态s时执
行动作a后转移到状态s′的概率分布,奖励函数r表示
智能体执行动作后从环境中获取的反馈信号,折扣因
子γ用于度量未来奖励在当前时刻的相对重要性.

强化学习智能体的目标是找到一个最优策略π∗使

得从任意初始状态开始的累积期望奖励最大化,如
式(7)所示,其中策略π(a|s)表示状态s下执行各动作
的概率分布.

π∗ = argmax
π

Ea∼π(a|S)

∞∑
t=0

γtrt+1. (7)

对于本文中研究的多箱体半在线装箱问题,单次
装入货物的行为包括3个决策步骤: 货物选择,箱子选
择,摆放位置规划,可以采用3个智能体分别完成这3
类决策任务.此时的MDP可以扩展为多智能体马尔可
夫决策过程(multi-agent Markov decision process, M-
AMDP),即多个智能体共享一个全局的状态空间,每
个智能体都可以采取动作,系统的状态转移由所有智
能体的联合动作决定. 在装箱问题的求解过程中,这
3个智能体是完全合作的,共享式(1)所示的优化目标.
因此,可以采用MAMDP对涉及多个箱子和货物排序
的3D-BPP求解过程进行建模,并采用多智能体强化
学习算法以学习最优的装箱策略.

状态: 对于货物选择智能体πi和箱子选择智能体

πb ,其时间步t的状态St包括以下两个部分: 已装入货
物位置信息Bt表示当前已经装入箱子中的货物及其

位置的状态,这些信息通常包括货物的尺寸、位置、朝
向等参数,帮助智能体评估当前装箱状态,估计待装
物体对未来其他物造成的潜在影响;可预览货物尺寸
信息It表示当前时间步可以预览到的p个货物的尺寸,
这些信息有助于智能体判断哪些货物适合放入当前

箱子. 在完成货物选择和箱子选择后,位置规划智能
体πp的状态St除以上两部分还额外包括Lt,即当前货
物在选择的目标箱子中候选的放置位置,可以由最大
空间策略等启发式规则计算. Bt和Lt中每个元素可以

表示为形如(sx, sy, sz, px, py, pz, d)的向量,冗余位d
中记录了货物所在箱子的索引,从而建立起货物和箱
子的关联. 冗余位也包含了有关货物属性的相关信息,
用于处理例如放置稳定性等现实约束. It中的每个元
素则为可观测物体的尺寸向量(sx, sy, sz). 通过这样
的状态表示,货物选择,箱子选择和位置规划的决策
能够互相衔接,有效地提高系统的整体性能.

动作: MAMDP的联合动作空间由这些低维离散
决策空间复合而成,货物选择策略πi的动作信号对应

被选中货物在可预览货物序列中的索引,其动作空间
的维度为p,即可预览的货物数量. 箱子选择策略πb的
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动作信号为被选中箱子在当前箱子列表中的索引,动
作空间的维度为b,即当前可用的箱子数量. 而位置规
划策略πp的动作信号为最终摆放位置在候选位置集

合中的索引,其动作空间的维度为|Lt|,即当前时间步
中通过一步启发式搜索所得的候选摆放位置数量. 上
述3个智能体的动作空间均为离散且维度有限的,这
种设计有效降低了MAMDP求解最优策略的复杂性,
从而提升了多智能体强化学习算法的训练效率与收

敛性.

奖励: 货物选择,箱子选择和摆放位置规划这3个
决策环节合作完成装箱任务,符合完全合作多智能体
强化学习范式. 因此,它们共享相同的奖励函数,以促
使3个智能体在同一目标下共同优化装箱策略.奖励
函数r被设计为每成功放入一个货物时,箱子空间利
用率的增量. 具体而言,对于时间步t放入的货物it和
放入的箱子bt,其即时奖励信号可由式(8)计算得到,
其中: cr为一个缩放常数, (sitx, sity, sitz)为货物it的
尺寸, (sbtx, sbty, sbtz)为箱子bt的尺寸.

rt = cr ·
sitxsitysitz
sbtxsbtysbtz

. (8)

终止信号:在以上的奖励函数中仅包含了成功放

入货物的情形,而当智能体的装箱决策违反了式(2)–
(6)中的约束条件时,引入了一个计数器用于记录违反
几何尺寸约束的次数. 当违反次数较少时,当前的装
箱步骤不会对环境状态做出任何改变,即不进行物品
的摆放,获得的即时奖励为0;若计数器的值超过某个
预设的阈值,则强制终止当前装箱流程,返回终止信
号,并将所有箱子替换为空箱,随后重置环境,计数器
归零. 终止信号和奖励信号的计算方法如图2所示.

4 多多多智智智能能能体体体强强强化化化学学学习习习装装装箱箱箱算算算法法法设设设计计计

4.1 策策策略略略神神神经经经网网网络络络结结结构构构设设设计计计

本文中涉及的箱子选择,货物选择,位置规划3个
智能体分别利用3个神经网络πb, πi, πp进行决策,且
具有相似的结构,仅在输入信息与输入输出维度上有
所区别,如图3所示. 货物选择智能体πi,箱子选择智
能体πb分别接受所有箱子中已装箱货物的信息B以

及预览货物的尺寸信息I作为输入,并分别采用ψθb

与ψθi两个多层感知机 (multi-layer perceptron, MLP)
提取低阶特征fl. πp的输入则为被选中箱子中已装箱

货物的信息B′以及被选中货物尺寸i,此外还包括该
货物在该箱子中的候选摆放位置L,并利用MLPψθp

提取特征.

,done

b, i, p 1 max

done = True

done = False

done = False

 = 0

 = 0

 =
x y z

x y z

图 2 奖励与终止信号计算流程图

Fig. 2 The flowchart of calculating reward and terminal signal

MLP

softmax

b

MLP i

MLP p

l h

图 3 神经网络模型结构示意图

Fig. 3 Neural network structure

随后采用Transformer[11]结构中的自注意力机制

进行高层次特征的提取. 在单个自注意力块中,先使

用3个线性层Q,K, V对输入进行投影,再计算缩放点

积自注意力得分,最后经过归一化和前馈网络,其中

还包括稳定训练所用的残差连接. 经过若干次自注意

力块后得到高级特征fh.

动作头部分包括两个噪声网络分别计算值函数与

优势函数,记作V (· | σV )和A (· | σA),其中σV , σA分

别为噪声标准差. 神经网络最终输出q∈RNaction×Natoms ,
其中: Naction为各智能体的动作空间维度, Natoms为值

分布学习的支持向量维度. q(s, a)(i)表示智能体在状
态s下采取动作a的回报落在区间[z(i), z(i+1)]上的概

率,可由式(9)计算,其中

Ā(j) (fh) =
1

Naction

∑
a′∈A

A(j) (fh, a
′ | σA) .
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q(i)(s, a) =
exp(V (i) (fh | σV ) +A(i)(fh, a | σA))

Naction∑
j=1

exp(V (j)(fh | σV ) +A(j)(fh, a | σA))− Ā(j) (fh)

. (9)

4.2 分分分层层层决决决策策策的的的多多多智智智能能能体体体合合合作作作学学学习习习装装装箱箱箱算算算法法法

在本文研究的多箱体半在线装箱场景下,装入单
个货物的步骤可以被描述为多智能体的两阶段分层

决策流程,如图4所示. 第1层决策中货物选择智能体
和箱子选择智能体确定当前步骤被装入的货物与装

入的目标箱子,而第 2层决策中先采用EMS (empty
maximal spaces)启发式算法[12]计算货物在对应箱子

中的候选摆放位置列表,再利用位置规划智能体在候
选列表中进行选择,如图5所示.

b

p

i

b

p

i

图 4 单步装箱中的分层合作决策流程

Fig. 4 The hierarchical collaborative decision process in one
packing step

智能体在状态 st下根据神经网络输出值选择最

优动作 a∗,如式 (10)所示,其中 z(i) = Vmin +(i−1)×

Vmax − Vmin

Natoms
为价值分布在区间[Vmin , Vmax ]上的离散

化取值点

a∗ = argmax
a∈A

Natoms∑
i=1

z(i) · q(i)θ (st, a) . (10)

(EMS)

 = 0  = 1  = 2  = 3

图 5 利用EMS启发式方法生成候选摆放位置

Fig. 5 Generating placement candidates with EMS heuristic

每装入一个货物后, 3个智能体以四元组(st, at,

st+1, rt)的形式将与环境的交互记录存入各自的经验

回放缓存,并以相同的频率从缓存中采样一定批次经
验数据进行训练. 智能体均采用Rainbow强化学习算
法[13]进行训练,按图 6所示的流程计算批次数据的损
失.首先由当前网络预测t时刻的回报分布 dt = (z,

qθ(st, at)),即P (dt = z(i)) = q
(i)
θ (st, at),再根据式

(10)选取t+ n时刻的最优动作并计算实际回报分布

d′t = (g
(n)
t + γnZ, qθ′(st+n, a

∗
t+n)),其中g

(n)
t 为t时间

步的n步回报. 利用L2投影将d′t的概率质量重新分配
到z的支持点上得到Φz (d

′
t). 因此,批次内该数据产生

的损失贡献l可由d′t与Φz (d
′
t)的KL散度衡量,可由式

(11)计算得到.

l = DKL(Φz (d
′
t) ∥d′t) =

∑
Φz (d

′
t) log

Φz (d
′
t)

d′t
.

(11)

L2

KL
  ( , )

   ( , ) *

( )

图 6 Rainbow算法流程示意图

Fig. 6 Flowchart of the Rainbow algorithm
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总体损失L是l对经验采样权重w的加权平均,进
而利用Adam优化器完成神经网络参数的梯度下降更
新. 最后修改当前采样批次数据中的经验采样权重,
与该条数据产生的损失值l呈正相关.更大的损失值表
示该条数据上仍有较高的学习潜力,下次采样时应该
具有更大的权重. 训练过程中噪声网络标准差周期性
地衰减然后重置,以平衡智能体的探索与利用.

5 实实实验验验验验验证证证

5.1 实实实验验验设设设置置置

在实验场景中,假设所有箱子是底面积100,高为
10的上方开口长方体,可选长宽比包括1:1, 4:3, 16:9.
在每次新的装箱流程开始时,从均匀分布U(1, 5)中随

机采样150个物体的尺寸作为待装货物的序列. 在不
违反约束的前提下,货物可放置于箱子中的任意位置.
考虑到物理实现中的限制,为了便于机械臂的抓取与
放置路径规划,物体的摆放方向自由度为2,即物体只
能在与箱子边缘正交的两个水平方向上进行摆放.评
估阶段,观察装箱智能体在完成100次装箱流程后的
表现,主要通过以下几个指标进行衡量: 空间利用率
的均值,成功装入物体的数量的均值,以及空间利用
率的方差.

强化学习环境和本文提出的算法均由Python实现,
所有实验均在配备RTX 3090 GPU的Linux服务器上
进行. 训练直至平均奖励值与损失函数值不再明显变

化为止,装箱智能体与环境交互至多600万次. 实验过
程中的相关超参数由网格搜索确定,如表1所示.

表 1 实验超参数
Table 1 Hyperparameters in our experiments

符号 含义 值

Natoms 支持分布向量维度 31
σ 噪声网络标准差初值 0.5

[Vmin , Vmax ] 多步回报取值范围 [−1, 8]

dh 注意力隐空间维度 128
η 学习率初值 2× 10−4

nlayer 注意力层数 2
nB 单个箱子最多容纳货物数 80
n 多步回报步数 3
nL 候选位置最大数量 50
k 经验回放采样周期 4

5.2 不不不同同同场场场景景景设设设置置置下下下的的的装装装箱箱箱算算算法法法性性性能能能指指指标标标

对于本文研究的多箱子半在线装箱场景,首先探
讨提出的装箱算法在预览货物数量p和箱子数量b这

两个关键环境超参数变化下的表现. 在p ∈ {1, 3, 5,
10}以及b ∈ {1, 2, 3}的所有组合情境下进行了实验,
平均装箱空间利用率,平均装入货物数量以及空间利
用率方差的实验结果如表2所示,其中方差的单位为
10−4.

表 2 不同环境超参数下的实验结果
Table 2 Results for different environmental hyperparameters

平均空间利用率(Uti.)/% 平均装入货物数(Num.) 空间利用率方差(Var.)/10−4

b = 1 b = 2 b = 3 b = 1 b = 2 b = 3 b = 1 b = 2 b = 3

p = 1 66.2 67.4 68.3 25.0 25.4 25.9 2.8 3.5 3.4
p = 3 68.4 68.2 68.9 25.3 25.6 26.1 3.5 3.9 3.3
p = 5 70.0 70.6 71.1 25.6 26.1 26.6 3.0 3.3 2.9
p = 10 72.7 73.1 74.2 26.0 26.7 27.3 2.7 3.0 2.6

从实验结果中可以观察到,随着p和b的增大,装箱
算法的空间利用率和装入货物数量均有所提高,表明
这两个环境超参数在一定程度上决定了装箱算法的

性能瓶颈. 特别地,装箱空间利用率的方差呈现先上
升后下降的趋势,这一现象表明,随着强化学习智能
体数量的增加,强化学习算法的训练过程变得更加不
稳定. 实验中还发现,在多智能体的情形下,算法相比
单智能体需要与环境交互更多的步骤才能收敛. 然而,
随着p和b的进一步增大,装箱问题的解空间得到扩展,
在线情境下原本无解的装箱流程终止状态可能变为

有解,平均空间利用率至多提升8%,平均装入货物数
至多增加2.3. 总体而言,针对本文研究的多箱体半在

线装箱场景,随着箱子数量和可选择货物数量的增加,
本文提出的多智能体强化学习装箱算法的训练难度

提高了,但也能获得优秀的性能指标.

5.3 对对对比比比实实实验验验与与与泛泛泛化化化能能能力力力实实实验验验

将提出算法中的3个强化学习策略(货物选择策略
πi,箱子选择策略πb,位置规划策略πp)分别替换为相
应的启发式方法(分别以LFSS[14], FTT[15], OnlineB-
PH[9]为例),在环境超参p = 5, b = 3的情形下进行了

对比实验,实验结果如表3所示. 容易看出将3个强化
学习策略分别替换为启发式策略后,装箱算法性能均
出现一定程度的降低,其中替换πp导致的性能下降最

显著,但仍能有效解决装箱问题.这表明,本文提出的
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算法在非端到端的决策场景下仍有一定灵活性,可以
根据实际问题需要替换对应决策模块. 然而,尽管启
发式方法在某些特定情境下能够提供合理的解,但本
文提出的多智能体合作强化学习方法在动态决策和

适应性优化方面,尤其在复杂的多箱体半在线装箱任
务中,具有一定的优势.

表 3 启发式方法替换强化学习策略对比实验结果
Table 3 Comparative results of replacing RL policies

with heuristics

Uti./% Num. Var./10−4

LFSS + πb + πp 64.5 23.9 4.4
πi + FTT + πp 69.2 25.5 3.3

πi + πb + OnlineBPH 49.9 19.5 9.5
πi + πb + πp 71.1 26.6 2.9

此外,为了探究所提算法在面对服从未知分布的
货物尺寸时的泛化能力,在构建验证集装箱问题实例
时,以概率ε = {0, 0.1, 0.2, 0.3}从预设分布之外采样
货物尺寸(例如随机修改货物某一条边的长度).在未
经增量训练或重新训练的前提下,直接在验证集装箱
问题实例上测试了原始装箱智能体的性能.表4展示
了在线装箱场景(p = 1, b = 1)与多箱体半在线装箱

场景(p = 5, b = 3)下的算法性能对比结果,其中Gap
表示与ε = 0时相比空间利用率(Uti.)的相对差距. 从
中可以看出,本文提出的多智能体装箱算法在多箱子
的半在线复杂装箱场景下,能够获得更好的装箱性能
指标,由分布外货物尺寸引起的装箱性能指标下降也
得到了抑制.这一结果从侧面验证了本文提出的装箱
问题求解算法在应对实际装箱系统中观测到的货物

尺寸多样性时,表现出了更强的鲁棒性和适应性.

表 4 处理分布外大物体的泛化能力
Table 4 Generalization ability for dealing with out-of-distribution big items

p = 1, b = 1 p = 5, b = 3

Uti./ 10−2 Num. Var./ 10−4 Gap/% Uti./ 10−2 Num. Var./10−4 Gap/%

ε = 0 66.2 25.0 2.8 0.0 71.1 26.6 2.9 0.0
ε = 0.1 64.0 23.9 3.7 3.3 69.7 25.6 3.0 2.0

ε = 0.2 61.1 20.2 5.9 7.7 66.4 23.4 4.3 6.6

ε = 0.3 55.4 16.7 9.4 16.3 62.5 21.1 6.2 11.7

6 结结结论论论

针对涉及箱子选择和货物预览选择的多箱体半在

线装箱问题,本文提出了一种创新的多智能体分层深
度强化学习框架,合作地完成箱子选择,货物选择及
摆放位置规划等环节的决策任务.在不同设置下的实
验结果表明: 1)装箱问题的复杂度随箱子数量和可选
择货物数量的增加而提升,多智能体的分层决策框架
在多个测试场景中展现出了良好的三维装箱问题求

解性能,不仅提高了装箱空间利用率和装入货物数量,
还减少了空间利用率的方差,显示出了一定的泛化能
力和适应性; 2)多智能体强化学习装箱算法既能端到
端地进行装箱决策,也能让神经网络与启发式规则进
行协同,以适应特定场景. 与启发式方法相比,多智能
体合作强化学习方法在动态决策和适应性优化方面

都具有一定优势; 3)多智能体强化学习的装箱算法在
面对未知分布的货物尺寸时,仍能保持较好的装箱性
能,在应对货物尺寸的多样性与货物尺寸观测噪声时
具有一定的鲁棒性.
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